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摘要：针对当前变电站电力设备缺陷类型复杂、目标尺度多变以及背景干扰的问题，提出一种面向变电站设备缺陷检

测的深度特征感知方法。首先设计了一种基于滑动窗口机制的 C2f+模块，使得主干网络能够有效地处理跨窗口特征信

息，并扩大网络的感受野，加强网络对局部特征的深度关注和全局特征处理能力。然后，整合 SimAM 到网络的特征

融合阶段，赋予网络自主学习和动态微调注意力权重的能力，以提高对多尺度缺陷的感知性能。其次，为避免不同尺

寸和形状的设备缺陷引入的检测误差，设计了一种融合NWD和CIOU的损失函数，通过对预测框和真实框的二维高斯

分布建模，提高模型对缺陷位置的学习能力。在变电站设备缺陷数据集上的实验结果表明，所提方法对 11种缺陷类别

的平均检测精度 mAP 达到了 98. 27 %，且在 9 种缺陷检测中的实现了最佳精度，优于其他 6 种主流的目标检测方法和

电力设备缺陷检测方法。同时，FPS达到了78. 4，具有较高的实时性能。
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Abstract：To address the complexity of defect types, variability in target scales, and background interference in power equipment 
within substations, a deep feature perception method for substation equipment defect detection is proposed.  Firstly, a C2f+ module 
based on a sliding window mechanism is designed to enable the backbone network to effectively handle cross-window feature 
information, expand the network′s receptive field, and strengthen the network′s deep attention to local features and global feature 
processing capabilities.  Next, SimAM is integrated into the feature fusion stage of the network, empowering the network with the abil⁃
ity to autonomously learn and dynamically fine-tune attention weights to improve perceptual performance for multi-scale defects.  Ad⁃
ditionally, to mitigate detection errors introduced by defects of varying sizes and shapes, a fusion loss function combining NWD and 
CIOU is designed.  By modeling the predicted and actual bounding boxes as two-dimensional Gaussian distributions, this enhances 
the model′s learning ability for defect localization.  Experimental results on a dataset of substation equipment defects demonstrate 
that the proposed model achieves an average detection accuracy （mAP） of 98. 27 % across 11 defect categories.  It also outperforms 
six mainstream target detection methods and power equipment defect detection methods with the best accuracy in 9 out of 11 defect 
detections.  At the same time, the model achieves a frame rate （FPS） of 78. 4, demonstrating high real-time performance.
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0　引言

变电站在主电网和配电网络之间承担着重要的

连接作用，是智能电网的核心枢纽。随着电网不断

扩张，变电站设备的数量也在增多，设备的维护和

检查任务也日益重要，其伴随着越来越多的挑战，

需要更加引起高度的关注和警惕［1-2］。常见的变电

站设备缺陷包括表计受损、油泄漏、呼吸器损坏、

绝缘子开裂、挂空悬浮物及鸟巢等，这些缺陷有可

能引发设备故障，甚至造成不同程度的电力事

故［3-4］。因此，及时发现并处理设备缺陷对确保电

网的安全稳定运行至关重要。

随着计算机视觉和深度学习技术的发展，变电

站设备故障智能检测已成为热门研究领域。目前，

针对变电站设备智能缺陷检测的研究仍处于早期阶

段，识别的缺陷类别较为单一，主要集中在绝缘

子、变压器绕组、输电线路等方面［5-7］。例如，何

锦强等［8］提出了一种绝缘子自动识别分割方法，采

用 YOLOv5 对绝缘子目标进行识别和定位，搭配

Grabcut 算法分割前景和背景。He 等［9］利用绝缘子

红外图像检测其污染水平，提出了一种基于各种污

染特征分量值的统计概率的方法，通过为径向基函

数神经网络节点选择初始隐中心参数，结合梯度下

降 算 法 和 随 机 控 制 因 子 ， 提 高 了 检 测 精 度 。

Sadykova 等［10］将数据增强技术应用于绝缘子的航

空图像，利用YOLO检测模型检测不同目标分辨率

和光照条件下的绝缘子，使用多种分类器评估检测

图像中绝缘子表面的情况。这些方法主要针对固定

类型缺陷的特性对基线模型进行改进，而变电站设

备缺陷普遍具有多样性和复杂性，实际检测种可能

会存在多尺度缺陷目标和复杂背景等问题，这对模

型的特征提取性能、抗背景干扰和特征融合能力有

较高要求。

针对特征提取问题，研究人员采用优化模型骨

干网络的策略来改进模型。例如，严宇平等［11］提出

了一种改进的YOLOv7模型，采用空间深度卷积和

多维协作注意力机制优化主干网络的特征提取性

能，并结合幽灵卷积降低模型复杂度，实现了对输

电线路挂空悬浮物的准确检测。针对背景干扰问

题，常用的方式是在模型里引入注意力机制，以此

提高模型对有用信息的关注度。例如，袁博雅等［12］

提出了一种轻量化输电线路绝缘子缺陷检测算法，

采用幽灵卷积和高效多尺度注意力机制改进

YOLOv8模型，优化了模型的参数量，抑制无关背

景信息，提高了在复杂背景中的绝缘子检测性能。

目标检测网络的特征融合性能通常旨在通过颈部网

络加强不同尺度特征层之间的信息交互，提高语义

特征和细节特征的表达能力。因此，为提高模型的

特征融合性能，研究人员通常采用改进网络颈部结

构的策略。例如，胡益民等［13］提出了一种 EO-

YOLOX 输电线路绝缘子检测模型，在颈部网络引

入注意力特征融合模块，补充多尺度信息到融合特

征图，进而提高检测准确性。

上述研究在绝缘子和输电线路等设备缺陷检测

方面取得了显著进展，然而，还存在一些需要解决

的问题。首先，当前方法侧重于检测单一类别的缺

陷，在多类别变电站设备上检测不同类型缺陷的能

力受限，模型泛化能力不足。其次，这些方法在相

对简单的实际场景中进行测试，缺乏具有多样化背

景或远距离小目标缺陷的测试图像，无法准确反映

变电站现场环境的复杂性。最后，过度增加模型的

特征提取或融合性能可能会导致计算复杂度变高，

不利于变电站设备智能检测应用的实时性要求。

基于此，本文提出了一种基于深度特征感知的

变电站设备缺陷检测方法（substation equipment 
defect detection，SEDDet），提高对多种类别变电站

设备缺陷的检测准确性，尤其是在复杂背景和多尺

度缺陷目标等挑战性任务中。在变电站设备缺陷数

据集上对 SEDDet 进行测试，并与主流目标检测模

型和先进的电力设备缺陷检测模型对比，验证所提

方法的性能。

1　变电站设备缺陷检测方法

近年来基于目标检测技术的设备缺陷检测方法

有了显著的改进，但大多数方法［14-16］都无法准确检

测形状复杂、尺度差异较大的缺陷。为了解决这些

问题，在多种变电站设备复杂缺陷检测中取得良好

的性能，本文提出 SEDDet，总体架构如图 1所示。

采用 YOLOv10为基线模型，引入一个改进的 C2f+
模块，提高了模型对复杂多尺度设备缺陷的特征提

取能力。其次，采用 SimAM 优化颈部网络，在不

增加计算负担的情况下加深不同层次特征的融合。

最后，提出了一种 NWD-CIoU 损失函数，可以准

确、有效地测量预测框与真实框之间的相似性和差
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值，提高了模型的缺陷识别和位置学习能力。

1. 1　C2f+模块

变电站设备缺陷检测普遍都存在数据量匮乏和

模型特征提取性能欠佳的问题，这些问题会导致模

型对多种类型缺陷特征的学习程度不足，进而影响

检测准确性。数据量匮乏的问题可以通过数据增强

或图像数据生成策略［17-18］弥补，而特征提取性能可

以通过增加骨干网络的深度或感受野来加强，但是

这会导致小像素信息的丢失，不利于小目标检测。

基于此，为了在不明显增加网络深度的情况下

提高模型的特征提取性能，提出了一个改进的 C2f
模块，称为C2f+，如图 2所示，其集成了滑动窗口

机制，包括 CBS 基本卷积模块、Swin 模块、可切

换 空 洞 卷 积（switchable atrous convolution， SA 
Conv）［19］、轻量级注意力机制坐标注意力（coordina⁃
te attention，CA）［20］以及简单的无参数注意力模块

（A simple， parameter-free attention module，
SimAM）［21］。 C2f+ 利 用 Swin Transformer 和 SA 
Conv 的灵活性优势，实现了在骨干网络内部无缝

的窗口间信息交互。然后与CA和SimAM结合，进

一步加强网络对全局和局部信息的关注度。C2f+不
仅保留了复杂的深度细节、扩大了网络的感知范

围，还集成了注意力机制，促进对特征信息更深入

的探索。

图 2 中 Swin 模块是基于 Swin Transformer 的基

本 组 件 图 像 块 分 割 层 、 线 性 嵌 入 层 和 Swin 
Transformer Block构建的，结构如图 3（a）所示。这

个模块利用图像块分割操作将输入特征图分割成不

同的固定大小和互不重叠的块，使每个块可以进行

单独处理，这种分割有助于更有效地捕获详细的局

部特征，提高模型的计算效率。在图像块分割操作

之后，线性嵌入操作将输入特征信息转换为更低维

度的特征空间，降低特征维度，获取更简洁的特征

表示。处理后的特征信息被送入以结构化方式排列

的Swin Transformer Block，促进信息转换和交互操

作，实现特征的提取和整合。Swin Transformer 
Block 采用了滑动窗口机制，允许模型访问跨窗口

信息。这个机制促进了不同窗口之间的交互，使模

图1　SEDDet模型框架

Fig.  1　Architecture of SEDDet model
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型能够捕获图像中的局部和全局上下文信息。此

外，Swin Transformer Block还包含两个基于窗口的

多头自注意力（window based multi-head self atten⁃
tion， WMSA）模块，如图 3（b）所示。WMSA 使用

标准窗口设置独立处理每个局部窗口的特征，同时

WMSA 利用移位窗口配置集成了移位操作以促进

跨不同窗口的信息交换，有效扩大了模型的全局感

受野。

SA Conv由两个全局上下文模块、一个SAC组

件以及一个开关机制构成，通过调整空洞卷积的空

洞率和开关值，以捕获不同尺度目标的细节，减轻

信息丢失并增强模型处理图像数据的能力，SA 
Conv的结构如图 4所示。具体来说，SA Conv在网

络结构中嵌入一个开关机制，动态选择和平衡常规

卷积和空洞卷积之间的比例，使得网络训练时尺度

的选择可以更加灵活有效。空洞卷积与开关机制的

有效融合定义了 SA Conv，从常规卷积转换到 SA 
Conv的计算过程如下：

Conv ( x，w，1) ¾ ®¾¾¾¾
Convert

S ( x ) ⋅ Conv ( x，w，1) +
           (1 - S ( x ) ) ⋅ Conv ( x，w + Δw，r )

  （1）
式中：Conv（·）为卷积操作；x为输入；w为权重；

r为空洞率；∆w为可训练权重；S（x）为开关函数，

由一个 5×5的平均池化层和一个 1×1的卷积层组成。

这个开关函数依赖于输入数据及其在网络中的位

置，使得骨干网络能够根据需要动态调整和适应各

种尺度。

最后，C2f+模块的末尾整合了坐标注意力

（coordinate attention，CA）机制，其目的是减少全

局位置信息权重的损失，在特征提取过程中增强骨

干网络的焦点，并将精确的特征信息直接输入到网

络的下一层，以避免保留不必要的冗余信息。坐标

注意力的具体操作包括两个步骤：坐标信息嵌入和

坐标注意力生成，结构如图5所示。

CA 核心思想是将位置信息嵌入到特征通道维

度中，将通道注意力分解为沿两个空间方向聚合特

图3　Swin模块和Swin Transformer Block
Fig.  3　Swin module and Swin Transformer Block

图4　SAConv结构

Fig.  4　Structure of the SAConv

图5　CA结构

Fig.  5　Structure of the CA

图2　C2f+模块结构

Fig.  2　Structure of C2f+ module
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征。一个方向捕获远距离依赖关系，另一个保留精

确的位置信息。最后，这两者互补融合以学习不同

通道的权重，从而增强对复杂目标特征的关注并抑

制冗余或嘈杂的通道。

将C2f+模块集成到主干网络中，网络可以获得

改进的局部深度注意力和全局处理能力，使其能够

准确捕获与变电站缺陷相关的图像特征。这种创新

设计使主干网络能够有效处理窗口间的特征信息，

从而扩展了网络的深度感受野，并保留了关键的权

重信息。

1. 2　颈部SimAM
SimAM 是一种简单且高效的注意力模块，其

引入了一个优化能量函数来评估单个神经元重要

性，从而通过动态调整注意力权重的分布来塑造网

络的关注焦点，增强神经网络的性能。这个模块的

一个关键优势在于，它能够在不向现有网络架构引

入额外参数的情况下有效地利用其最小的参数集来

估计特征图的三维注意力权重分布，SimAM 的示

意图如图6所示。

SimAM 的核心思想是估算单个神经元的重要

性，通过测量一个目标神经元与其他神经元之间的

线性分类，可以为每个神经元定义一个能量函数：

et(wt，bt y，xi ) = ( yt - t̂ ) 2
+ 1

M - 1 ∑
i = 1

M - 1
( y0 - x̂ i ) 2

  （2）
式中： t̂和 x̂分别为 t和 x的线性变换结果；t和 x分

别为输入特征的单个通道中的目标神经元和其他神

经元；i为空间维度索引；M为该通道上神经元数

量；wt和 bt为权重和偏置；y为输出；yt为目标神经

元输出；y0为其他神经元输出。

经化简求导后，神经元的重要程度可以通过式

（3）得到：

1
e*
t

= ( )t - μ̂
2

4 ( )σ̂ + γ
+ 0.5 （3）

式中：μ̂和 σ̂为线性变换后的均值和方差；e*
t 为能

量函数的导数。除了通道均值 μ̂和方差 σ̂的计算，

SimAM 中的所有计算都是元素操作，大幅简化了

注意力计算的复杂度。

鉴于 SimAM 注意力模块的简单性和强大的适

应性，本文将 SimAM 集成到 SEDDet 的颈部网络，

增强颈部网络的特征融合能力。这种整合不仅增强

了网络的学习能力，还赋予了模型自主学习和动态

微调注意力权重以适应不同的输入场景的能力。这

些场景涵盖了目标的复杂特征、远距离目标的细微

细节以及近距离目标的广泛特征，SimAM 可以根

据不同场景自动学习和动态调整注意力权重分布比

例，引导颈部网络更加关注变电站缺陷的详细特

征，滤除无关信息，进而提高模型的整体检测准

确率。

1. 3　NWD-CIOU损失函数

在变电站设备缺陷检测中，由于设备类型的多

样性和缺陷种类的复杂性，检测器经常会面临多尺

度检测的挑战，这种情况会对检测结果的准确性造

成较大影响。当前的目标检测算法采用的交并比

（intersection over union，IoU）指标主要集中在标准

尺寸的目标［22］，而 IoU的尺度依赖性会使不同尺度

的目标之间出现显著的 IoU分数波动，特别是对于

较小的目标，即使位置发生细微偏移，也可能导致

明显的 IoU变化。而对于常规尺寸的物体，类似的

位置调整对 IoU 值的影响则非常小。IoU 指标的尺

度敏感性表现为特定边界框位置的突然变化，最终

影响预测边界框对齐的准确性。

为解决这一问题，引入一种新的用于检测小目

标的度量方法—归一化 Wasserstein 距离（normal⁃
ized Wasserstein distance，NWD）［22］。NWD 将真实

框和预测框表示为二维高斯分布，通过比较它们各

自的高斯分布来衡量它们之间的相似性。即使在没

有重叠的情况下，NWD 也可以准确量化小目标之

间的分布相似性，同时 NWD 对不同尺度目标的不

敏感性使其特别适用于评估小目标之间的相似性。

对于小目标，真实的物体不会完全适配到矩形

框内，因为边界框内总是存在无关的背景像素。一

般来说，前景像素集中在边界框的中心位置，而背

图6　SimAM结构

Fig.  6　Diagram of the SimAM
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景像素则更多地集中在边缘。为了更好地加权边界

框内的每个像素，NWD 是将边界框建模为二维高

斯分布N（μ，σ），如式（4）所示。

μ =
é

ë
êêêê

ù

û
úúúú

cx

cy
，σ =

é

ë

ê

ê

ê
êê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úw2

4    0
0     h

2

4
（4）

式中：cx、cy为边界框的中心坐标；w和 h分别为边

界框的宽度和高度；μ为均值；σ为方差矩阵。对

于 2 个二维高斯分布 n1~N（μ1，σ1）和 n2~N（μ2，σ2），

它们的二阶Wasserstein距离计算如下。

W 22 (n1，n2 ) =  μ1 - μ2 
2
2 + σ1/21 - σ1/22 2

F
（5）

式中||·||为 Frobenius 范数。通过使用高斯分布简化

预测框 Ng（cxg，cyg，wg，hg）和真实框 Nt（cxt，cyt，
wt，ht），两个边界框之间的二阶Wasserstein距离可

以简化如下。

W 22 (Ng，Nt )
    = (éëêêêêcxg，cyg，

wg2 ，
hg2

ù
û
úúúú

T

，é
ë
êêêêcxt，cyt，

wt2 ，
ht2 ù

û
úúúú

T ) 2

2

  （6）

由于W 22 是一个距离单位，而表示边界框相似

性的阈值应该是在（0，1）区间内的比率，因此需要

对W 22 进行归一化以获得归一化 Wasserstein 距离，

如式（7）所示。

NWD (Ng，Nt ) = exp
é

ë

ê
êê
ê
ê
ê

-
W 22 ( )Ng，Nt

C
ù

û

ú
úú
ú
ú
ú

（7）
基于此，NWD的损失函数为：

LNWD = 1 - NWD (Ng，Nt ) （8）
NWD 损失函数对小尺度目标回归效果良好，

而由于变电站缺陷的图像通常是多尺度的，损失函

数还需要考虑训练不同尺度目标的问题。因此，本

文设计了一种融合NWD与CIoU［23］的边界框回归损

失函数，通过建模预测框与真实框的二维高斯分

布，并结合 CIoU 对重叠区域、中心点距离及长宽

比的多维度优化，提升模型对多尺度缺陷的位置学

习能力。CIoU损失定义如下。

LCIoU = 1 - IoU + ρ (b，Nt )
c2 + αv （9）

式中：ρ（·）为预测的中心点 b和真实框Nt与之间的

欧氏距离；c为最小框的对角线距离；α和 v分别为

预测的真实框和地面真实框的长宽比之间的差异；

IoU为交并比。

最后，通过为LNWD和LCIoU分配适当的融合权重

λ，将 NWD 和 CIoU 结合，本文提出了一种 NWD-

CIoU损失函数作为度量标准，如式（10）所示。

Lbox = λLCIoU + (1 - λ)LNWD （10）
NWD-CIoU损失函数增强了跨不同尺度的缺陷

目标检测的鲁棒性，提高了模型的位置学习能力，

从而提高了SEDDet的检测准确度。

2　实验结果

2. 1　变电站设备缺陷分析与数据采集

当前变电站设备缺陷检测的公开基准数据集较

为匮乏，大多数研究都采用自主收集的缺陷数据进

行实验验证［25-26］。因此，实验采集国网某公司的变

电站巡检图像，手工制作缺陷检测数据集。变电站

设备有多种类别，包括表计、绝缘子、呼吸器等，

每种设备都会存在多种缺陷类型，而不同类型的缺

陷之间存在较大的特征差异，因此需要对各种缺陷

进行详细分类。

共收集到 5大类别的缺陷，分别为表计类、绝

缘子、渗漏油、呼吸器类以及异物，在每个大类别

下还有不同的子类别，根据每种缺陷对应的特性为

它们分配标签名称，具体数量和标签如表1所示。

采用LabelImg工具进行数据集样本标注，手动

为每个缺陷提供注释信息，具体为缺陷的标签名、

中心点坐标以及宽高，然后以YOLO格式将注释信

息保存在“. txt”文件中。从表 1 可知，共收集并注

释了 3 649张缺陷图像，涵盖 11种缺陷类别，具备

充分的数据多样性。此外，为了平衡训练样本，同

表1　变电站设备缺陷数据分布

Tab.  1　Substation equipment defect data distribution

缺陷类别

表计类

绝缘子

渗漏油

呼吸器

异物

缺陷描述

表盘模糊

表盘破损

外壳破损

绝缘子破裂

绝缘子击穿

地面油污

表面油污

硅胶变色

硅胶体破损

挂空悬浮物

鸟巢

缺陷数量

189
324
253
537
591
235
139
254
147
356
624

标签名称

bpmh

bpps

wkps

pl

jc

dmyw

bmyw

gjbs

gjtps

gkxfw

nc
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时为模型提供更为丰富的训练数据，采用高斯模

糊、翻转和缩放策略扩充样本，得到 8 000张图像，

按照 7∶1∶2的比例划分为训练集、验证集和测试

集，以便模型得到更充分的训练和验证，同时提高

模型的鲁棒性和泛化性能。

2. 2　实验配置

实验在一个配备 64 位 Ubuntu 22. 04 操作系统

的PC端进行，详细的实验配置和参数见表2。

采用平均精度（average precision，AP）和平均

精度均值（mean average precision，mAP）作为度量

检测精度的主要指标，其中AP为单一类别的检测精

度，mAP为所有类别AP的平均值，计算公式如下：

AP = ∫0

1
P (R )dR （11）

mAP = ∑i = 1
M APi

M （12）
式中：M为类别数量；i为对应类别；P为精准率；

R为召回率。还采用参数量（params）、浮点运算次

数（floating point operations per second，FLOPs）和

每秒帧数（flames per second，FPS）对模型的计算开

销进行评估。

2. 3　模型性能测试

首先通过模型在训练过程中训练损失和验证损

失的变化曲线评估模型的拟合和收敛情况，以验证

SEDDet的训练性能，如图7所示。

从图 7 可以看出，在训练早期阶段，SEDDet
损失值迅速下降，过程中存在一定的波动情况，在

50个轮次之后，训练损失值逐渐趋于平缓，并逐渐

收敛。而验证损失下降速度较快，从 20 个轮次开

始逐渐收敛，整个训练过程中没有出现过拟合或欠

拟合的现象，验证了所提 NWD-CIOU 损失函数的

优越性能，同时表明模型能够很好地适应训练数

据，具有足够的容量来捕获数据中的模式，能够泛

化到未见过的数据。

此外，为验证模型的缺陷检测性能，图 8展示

了SEDDet在训练过程中mAP变化曲线。

从图 8可以看出，在前 30个轮次内，训练集的

mAP迅速提高，这个过程中mAP呈现较多的波动，

这是因为训练集数据较为复杂，模型在拟合数据分

布时存在偏差，尽管如此，训练集的 mAP 在 80个

轮次后逐渐收敛，值趋近于 100 %。同时，在前 40
个轮次内，验证集的准确率提升幅度较大，其过程

表2　实验配置

Tab.  2　Experimental configuration

平台

CPU

GPU

操作系统

内存/GB

编程语言

深度学习框架

输入图像尺寸

epoch

学习率

优化器

批大小

配置

Intel（R） Core（TM） i5-13490F 2. 50 GHz

NVIDIA GeForce RTX 3 090 GPU 12 G

Ubuntu 22. 04
64

Python 3. 9
PyTorch 1. 10. 1

640×640
100

0. 001
Adam

4

图7　损失函数变化曲线

Fig.  7　Loss function change curves

图8　训练过程mAP变化曲线

Fig.  8　mAP change curves during training
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较为平缓，并在 80 个轮次后逐渐收敛至较高的数

值，验证了所提模型的准确性能。

此外，为了分析所提模型缺陷识别和分类性

能，图 9展示了测试结果的混淆矩阵。混淆矩阵可

以清晰地展示模型的分类性能，根据矩阵的行和

列，可以判断出模型的漏检或误检状况。

从图 9可以观察到，SEDDet的识别效果优越，

仅有较少的缺陷目标被识别为背景，表明模型可以

有效地区分无关背景信息和有关前景信息，验证了

其优越的抗漏检能力。在误检性能方面，从图 9可

知，同一大类别的不同子类别之间容易造成误检现

象。例如表盘模糊、表盘破损和外壳破损之间均存

在较多误检，其中表盘破损的检测中有 5个目标被

识别为外壳破损，这可能是因为这两种缺陷的识别

目标相同，缺陷特征类似。相比之下，挂空悬浮物

和鸟巢的测试结果仅有少量的漏检，这是由于这两

种目标具备独特的地理空间，不易与其他类别缺陷

混淆。综合所有测试结果，硅胶变色的识别精度最

高，仅有 2个误检和 1个漏检，其他类别也展现出

较高的识别准确度，验证了所提方法的检测准确性

及鲁棒性。

2. 4　NWD-CIoU融合权重参数分析

本文为多尺度缺陷检测任务引入了一种NWD-

CIoU损失函数，并通过权重参数λ调整NWD损失

和 CIoU 损失对模型训练的贡献。为了验证 NWD-

CIoU损失函数的有效性，在模型训练过程中将λ参

数从 0调整到 1，测试不同λ值对模型性能的影响，

结果如表3所示。

表 3 结果表明，当 λ值较小时（λ=0，λ=0. 2），

模型更关注于优化小目标缺陷回归框，但对常规目

标缺陷的改善程度不足，因此准确性较低。同理，

当 λ值较大时，模型对小目标缺陷的敏感性降低，

导致检测精度下降。而当λ的值为 0. 6时，检测准

确度 mAP 最高，达到了 98. 27 %。这是因为 NWD
与 CIoU 之间的贡献达到了均衡，既缓解了交并比

对小目标的尺度敏感性，又通过 CIoU 的长宽比约

束提高了对常规目标的定位精度。此外，λ的取值

对计算复杂度的影响较小，FPS 始终维持在 75~80
之间，满足实际应用需求。综上，最终选取λ=0. 6
作为融合权重，以实现多尺度缺陷检测的精度与效

率平衡。

2. 5　消融实验

为 了 验 证 本 文 方 法 中 C2f+ 、 SimAM 以 及

NWD-CIOU的有效性，将 3个模块分别添加到基线

网络 YOLOv10 中，在自制变电站设备缺陷数据集

上进行消融实验，结果如表4所示。

从表 4 可以看出，直接应用 YOLOv10 进行缺

陷检测时，mAP 仅达到 93. 81 %，准确性略有不

足。添加 C2f+模块后，mAP 提高了 2. 68 %，表现

出较高的性能提升，说明C2f+对于目标特征的提取

图9　混淆矩阵

Fig.  9　Confused matrix

表3　不同λ值的检测性能

Tab. 3　Detection performance of different λ values

λ

0
0. 2
0. 4
0. 6
0. 8

1

mAP值/%

96. 52
97. 08
97. 56
98. 27
97. 64
96. 93

FPS值

78. 7
79. 1
78. 6
78. 4
77. 8
76. 3

表4　消融实验

Tab. 4　Ablation experiment

模型

YOLOv10

网络配置

C2f+

√

√

√

SimAM

√

√
√
√

NWD-CIoU

√

√
√

mAP值/%

93. 81
96. 49
95. 60
95. 03
97. 78
96. 95
98. 27
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更为充分，可以更好地学习到深层次的特征信息，

进而提高准确度。SimAM 模块加入后，模型的

mAP提高了 1. 79 %，这是因为采用 SimAM改进颈

部网络后，模型的特征融合能力会进一步提高，可

以更好地捕获不同尺度和抽象级别的特征信息，加

强对多尺度特征的感知和理解，从而提高特征的表

征能力。同时，由于 SimAM 设计原理简单，添加

SimAM 可以在不增加计算开销的前提下提高模型

检测准确度。此外，采用NWD-CIoU作为损失函数

时，mAP 值提高 1. 22 %，表明 NWD-CIoU 有效地

提高了模型对多尺度目标尤其是小目标的检测性

能。添加 3个模块时，mAP 值达到 98. 27 %，相较

于基线模型提高 4. 46 %，表现出较大的检测准确

度改进，同时对多尺度和小目标缺陷检测性能也得

到了大幅增强。

为了直观地展示所提方法的有效性，图 10 为

YOLOv10和所提方法的定性比较结果。图 10左列

为 YOLOv10 的检测结果，右列为所提方法检测结

果。从图 10 可以看出，所提模型对远距离低像素

小目标缺陷检测效果更好，同时在有遮挡及复杂背

景的图像中仍能较好地识别和定位缺陷目标，体现

出较高的检测准确性和鲁棒性。

2. 6　对比实验

本文在变电设备缺陷检测数据集上进行了对比

实验，对比模型分别为主流的目标检测模型 Faster 
R-CNN［27］、YOLOv9［28］、YOLOv10［29］以及当前较

为先进的电力设备缺陷检测模型 AdIn-DETR［30］、
CACS-YOLO［31］、LiteYOLO-ID［32］。分别对不同方

法的准确率和计算复杂度进行分析，以充分地验证

所提方法的缺陷检测性能。

2. 6. 1　准确率对比实验

准确率对比结果如表 5 所示。从表 5 可知，

SEDDet 在变电站设备缺陷数据集的平均检测精度

mAP 达到 98. 27 %，与主流的目标检测模型 Faster 
R-CNN、YOLOv9 和 YOLOv10 相比，分别提高了

6. 68 %、5. 15 %和 4. 46 %，与先进的电力设备缺

陷 检 测 模 型 AdIn-DETR、 CACS-YOLO 和

LiteYOLO-ID相比，分别提高了2. 14 %、0. 76 %和

2. 69 %。在具体的缺陷类别方面，SEDDet在 11个

类别中的 9个类别均实现了最高的平均精度，尤其

对于表盘、绝缘子这一类具有多尺度特性和复杂背

景的目标，本文所提方法均实现了较高的检测准确

度。此外，挂空悬浮物和鸟巢属于相对独立的目

标，与其他类型的缺陷目标几乎没有关联，且它们

的位置具有随机性，通常位于不同设备之间，缺陷

图像会呈现复杂的背景和遮挡现象，而 SEDDet 对
于这 2 种缺陷检测准确度分别达到了 98. 85 %和

98. 35 %，具有较高的准确性，且优于其他对比方

法，充分验证了所提方法的优越检测性能。

2. 6. 2　可视化对比结果

为了直观地展示 SEDDet 相较于其他对比方法

的优势，选取表 5 中准确率最高的 3 个方法（AdIn-

DETR、CACS-YOLO、LiteYOLO-ID）与SEDDet进
行可视化效果比较，结果如图11所示。

从图 11可以看出，SEDDet能够准确地识别到

目标缺陷并分类，对低像素小目标也能实现较为精

确的检测，同时定位边界框更接近真实目标框，且

具有较高的检测置信度。而其他方法也能较为准确

地检测和分类缺陷目标，但检测框定位存在偏差，

且在遮挡或背景相对复杂时存在漏检或误检问题。

这一结果表明，SEDDet在具有挑战性的场景中仍能

实现缺陷目标的准确检测，具有较高的鲁棒性能。

图10　消融实验可视化结果

Fig.  10　Visualization results of ablation experiment
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2. 6. 3　计算复杂度对比实验

为进一步分析 SEDDet 的性能，将其计算复杂

度与其他 6 种检测方法进行对比，结果如表 6
所示。

图11　可视化比较结果

Fig.  11　Comparison results of visualizations

表5　检测准确率对比结果

Tab.  5　Comparison results of detection accuracies

缺陷类型

AP值/%

mAP值/%

表盘模糊

表盘破损

外壳破损

绝缘子破裂

绝缘子击穿

地面油污

表面油污

硅胶变色

硅胶体破损

挂空悬浮物

鸟巢

Faster R-CNN

91. 02
90. 64
90. 42
92. 51
88. 83
92. 30
91. 98
93. 95
92. 03
90. 25
93. 51
91. 59

YOLOv9
92. 92
92. 45
92. 30
93. 89
92. 21
93. 75
91. 34
95. 85
93. 75
91. 32
94. 56
93. 12

YOLOv10
93. 63
93. 27
93. 29
94. 07
93. 14
93. 46
92. 41
96. 49
94. 67
92. 13
95. 39
93. 81

AdIn-DETR

95. 74
95. 21
94. 50
94. 62
94. 58
97. 43
95. 65
98. 13
97. 07
96. 10
98. 37
96. 13

CACS-YOLO

96. 94
96. 85
95. 17
95. 70
96. 53

99. 61
98. 10
99. 53
98. 69

97. 88
97. 65
97. 51

LiteYOLO-ID

95. 34
94. 51
95. 71
94. 12
95. 56
96. 18
96. 53
97. 20
96. 64
95. 23
94. 38
95. 58

SEDDet

99. 78

98. 04

97. 18

96. 91

96. 08
99. 62

98. 85

98. 94

98. 37
98. 85

98. 35

98. 27
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从表 6可知，LiteYOLO-ID参数量仅有 3. 7 M，

计算量仅有 8. 7 G，在所有方法中计算复杂度最低，

这是因为LiteYOLO-ID采用了幽灵卷积进行轻量化

设计，大幅降低了参数量和计算量。而 AdIn-

DETR、CACS-YOLO 更专注于精度方面的提升，

所以模型复杂度较高。相比之下，SEDDet 的参数

量和计算量仅为 10. 8 M 和 37. 1 G，相比于基线模

型 YOLOv10 略微提高了 3. 6 M 和 15. 5 G，而这些

额外的参数和计算量使得模型能够更好地捕获目标

的关键特征信息，从而实现更准确和可靠的目标检

测结果。尽管如此，SEDDet 的 FPS 值仍能达到

78. 4，表明 SEDDet 可以在 1 s 时间内检测 78. 4 张
图像，而实际应用中对实时性的要求一般为 30 FPS
左右，这一结果验证了 SEDDet 较高的实时性能，

适用于实际变电设备缺陷检测。

3　结论

为解决变电站设备缺陷检测中存在的缺陷类型

复杂、目标尺度多变以及背景干扰问题，提出了一

种基于深度特征感知的缺陷检测方法 SEDDet。该

方法在主干网络中引入一种优化模块C2f+，提高模

型的特征提取性能。然后在特征融合网络中嵌入

SimAM，加强模型对多尺度特征的融合能力。最

后，设计了一种 NWD-CIOU 损失函数，增强模型

对不同尺度目标和缺陷位置的学习能力。主要结论

如下。

1）消融实验结果显示，SEDDet 的平均检测精

度 mAP 达到 98. 27 %，相较于基准模型提高了

4. 46 %，实现了较高的检测性能提升，特别是对多

尺度目标、远距离小目标以及受背景干扰的目标。

2）准确率对比结果显示，SEDDet在对 11种缺

陷类别的缺陷检测中，有 9个类别均达到了最高的

精度，且平均精度高于其他 6种对比方法，表现出

卓越的准确性。

3）计算复杂度实验结果显示，SEDDet 的参数

量为 10. 8 M，计算量为 37. 1 G，检测速度达到

78. 4 FPS，具有较低的复杂度和较高的实时性能。

由于 SEDDet 多模块嵌入后的协同作用，导致

其参数量和计算量略高于基准模型。未来工作中将

进一步优化模型的复杂度，以更好地适应实际巡检

需求。
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