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摘要：随着可再生能源机组的大规模并网，其出力波动性对电网的稳定运行构成了严峻挑战。为准确预测短期风电机

组的输出功率提出了基于集合经验模态（ensemble empirical mode decomposition，EEMD）算法和考虑注意力（Attention）
机制加强双向门控循环单元（bidirectional gated recurrent unit ，BiGRU）的短期风电功率预测方法。首先，利用 EEMD
算法对现场传感器采集的弱平稳原始环境特征序列进行数据预处理，将非线性环境特征序列分解为多个固有模态和残

差项，以降低随机扰动信号对组合模型预测精度的影响；然后，将Attention机制引入BiGRU网络，为相应的隐含层状

态赋予权重系数，以深入地挖掘环境模态特征序列中的潜在信息，同时采用改进灰狼优化算法对已调整权重系数后的

BiGRU-Attention 网络超参数进行优化，建立了每个特征模态子序列的关联模型；最后，使用训练获得的 EEMD-

OBiGRU-Attention 组合模型对分解后各层模态特征子序列进行多维时空预测，并重构模态特征预测的集合以生成结果

输出。算例结果表明，与传统预测模型相比，EEMD-OBiGRU-Attention组合模型在现场短期风电功率预测中具有更高

的鲁棒拟合精度。
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Abstract：As renewable energy units are connected to the grid on a large scale, the variability of their output poses a severe challenge 
to the stable operation of the power grid.  In order to accurately predict the short-term output power of wind turbine units, a short-term 
wind power prediction method is proposed based on ensemble empirical mode decomposition （EEMD） algorithm and attention-

enhanced bidirectional gated recurrent unit （BiGRU）.  Firstly, the EEMD algorithm is used for data preprocessing of the non-

stationary original environmental feature sequences collected by sensors on-site, decomposing the nonlinear environmental feature 
sequences into multiple intrinsic modes and residuals to reduce the impact of random disturbance signals on the training accuracy of 
the composite model.  Then, the Attention mechanism is introduced into the BiGRU network, assigning weight coefficients to the cor⁃
responding hidden layer states to delve deeper into potential information within the environmental mode feature sequences.  An 
improved grey wolf algorithm is then used to optimize the initial hyperparameters of the BiGRU-Attention network post weight coef⁃
ficient adjustment, establishing association matrices for each environment mode subsequence.  Finally, using the trained EEMD-

OBiGRU-Attention combined model, multidimensional temporal and spatial predictions are performed on the decomposed modal 
feature subsequences at each layer, and the reconstructed set of modal feature predictions is used to generate output results.  Example 
results show that, compared to traditional prediction models, the EEMD-OBiGRU-Attention combined model has higher robust fitting 
accuracy in on-site short-term wind power prediction.
Key words：ensemble empirical mode decomposition； Attention mechanism； bidirectional gated recurrent unit； improved grey wolf 
algorithm
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0　引言

随着我国能源经济的蓬勃发展，居民对电力的

需求在不断增长，风能作为现代能源产业的重要组

成部分，在推动区域经济高质量发展中发挥着不可

或缺的作用［1］。风电功率的短期预测是智能电网能

源管理的核心环节，其发电精准度直接关系到电网

的稳定运行［2-3］。因此，研究现代短期风电功率预

测方法具有重要的现实意义。

现代短期风电功率的预测方法主要分为机器学

习和深度学习两大类。其中，机器学习方法包括随

机森林［4］、最小二乘支持向量机［5］和贝叶斯逻辑回

归［6］等。但由于短期风电功率本身存在着严重的随

机波动性，机器学习方法在处理非线性复杂多特征

环境数据时存在着严重局限性。因此，越来越多的

学者开始转向深度学习的研究，深度学习方法包括

BP 神经网络［7］、循环神经网络 （recurrent neural 
networks，RNN）［8］和长短期记忆网络（long short-
term memory，LSTM）［9］等。这些浅层的人工智能

模型能够自适应地挖掘多特征环境数据的物理规

律，并且在高维特征时间序列数据的短期预测方面

表现突出。尽管如此，随着新能源机组的大规模并

网，现有的机器学习和深度学习方法在短期风电功

率预测中仍面临着诸多困难，因此迫切需要开发出

新型风电功率预测模型。

为了解决模型预测精度不高的问题，相关学者

将特征工程方法与人工智能算法结合应用于短期风

电机组出力预测模型中，以处理复杂的非线性多特

征时空环境数据。文献［10］通过结合变分模态算法

与LSTM神经网络，开发出模态特征数据驱动的组

合模型。但考虑到该组合模型存在着严重的耗时问

题，文献［11］提出经验模态算法结合门控循环单元

（gated recurrent unit，GRU）神经网络的方法，即通

过融合门控机制来减少模型在训练中耗时，尽管获

得了较高的预测精度，但该模型依然会受到经验选

择超参数的影响。文献［12］利用粒子群算法优化

LSTM神经网络初始超参数，成功地规避了由于人

为经验选择超参数导致的环境模态序列预测误差。

同时，为了更加全面地挖掘多特征时间序列数据的

潜在信息，文献［13］提出了含注意力机制的双向门

控循环单元，该改进神经网络模型能够高效地预测

风电机组的发电功率。

上述文献要么注重特征工程方法的多层模态预

处理，要么关注模型初始超参数的优化，将两者相

结合较为少见。因此，本文提出基于集合经验模态

分 解 （ensemble empirical mode decomposition，
EEMD）算法和考虑注意力（Attention）机制加强双向

门控循环单元（BiGRU）的短期风电功率预测方法。

首先，利用EEMD算法对高维原始环境特征数据进

行多模态解耦处理，将其分解为若干不同频率的本

征模态和残差项，用以降低时空环境特征序列的弱

平稳性；然后，在 BiGRU 网络中引入 Attention 机

制来强化潜在状态信息，同时采用改进灰狼优化

（improved grey wolf optimizer，IGWO）算法寻优已

调整状态权重后BiGRU网络的初始超参数；最后，

将分解的特征子序列通过EEMD-OBiGRU-Attention
模型进行多层模态序列的时空预测，并将最终预测

集合序列分量重构为输出结果。通过与其他组合模

型预测结果进行多组误差指标的对比，验证了本文

所提出的 EEMD-OBiGRU-Attention 组合模型在短

期风电功率预测上更加具有鲁棒行为特征优势。

1　多维环境特征序列的预处理

1. 1　风电功率环境影响因素分析

短期风力发电功率预测的准确性对于电网的稳

定运行至关重要，通过深入分析环境特征因素对风

电功率的影响，可以更加全面地理解风电机组的运

行机理。其中的环境影响因素包括：风速、建筑高

度、风向位置、装机容量和天气条件等。这些物理

因素的时空变化均会在不同程度上影响到风电机组

的稳态发电效率［14］。因此，通过计算环境特征样本

与短期风电功率之间的皮尔逊相关系数，可以更加

客观地评估所选择的环境特征因素对短期风电功率

的影响。其皮尔逊相关系数公式为：

r =
∑
i = 1

n

( )xi - x̄ ( )yi - ȳ

∑
i = 1

n

( )xi - x̄
2∑
i = 1

n

( )yi - ȳ
2

. （1）

式中：r为各环境特征之间的相关系数；xi和 yi为第
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i个数据点的影响因素值；x̄和 ȳ为各环境特征序列

的平均值；n为环境特征数据点的数量。各环境因

素的相关系数与主成分占比见表1。

从表 1可以看出，风速与风电功率之间呈现出

明显的正相关性，表明风速是影响风电功率的关键

因素。这种特征关联性也体现在建筑高度变化导致

的气流分层差异，以及风机风向位置对功率输出的

控制上。尽管装机容量和天气条件对风电功率的影

响度较小，但它们仍支持风电功率依赖风速、建筑

高度和风向位置的观点。本文为了更加有效地评估

不同环境因素的影响，采用主成分分析量化不同环

境特征因素的贡献，用以确保主要环境特征序列选

择的科学性和有效性，从而确定输入组合模型的特

征序列集合，提高组合模型的综合预测精度。

1. 2　风电功率多模态分解方法

集合经验模态分解（ensemble empirical mode 
decomposition，EEMD）算法是基于经验模态分解

算法发展而来的均值模态特征分解方法，它成功地

避免了模态混叠现象的发生［15］。该算法通过多次模

态分解，将高斯白噪声叠加到各层运行模态中，并

计算其平均值，以有效抑制分解后各层模态可能出

现的混叠现象。这种改进的模态分解算法提高了特

征工程方法在处理非线性序列时的可靠性，为多维

特征序列的降维提供了新的思路。其EEMD算法的

多模态分解步骤如下。

步骤 1：将正态分布的高斯白噪声叠加到原始

环境特征序列信号上，生成新的序列信号：

xi ( t ) = x ( t ) + ni ( t ) （2）
式中：xi ( t )为第 i次叠加高斯白噪声后生成的新特

征信号；x ( t )为原始环境特征的序列信号；ni ( t )为
第 i次加入的高斯白噪声信号。

步骤 2：在向原始环境特征的序列信号添加高

斯白噪声后，对其执行多层经验模态的分解，从而

获得各层的模态分量和残差项。

xi ( t ) = ∑
j = 1

k

ci，j ( t ) + ri，j ( t ) （3）
式中：ci，j ( t )为信号在第 i次叠加高斯白噪声后得到

的第 j层模态分量；ri，j ( t ) 为残差分量；k为模态的

分解层数。

步骤 3：重复M次上述步骤 1和步骤 2，并对每

次特征分解得到的各层模态分量进行数值平均化的

处理，以获得各层模态分解的结果：

cj ( t ) = 1
M∑

i = 1

M

ci，j ( t ) （4）
式中 cj ( t ) 为经过 EEMD 算法分解环境特征序列信

号后得到的第 j层模态分量。

2　BiGRU-Attention模型的构建

2. 1　BiGRU网络模型

门控循环单元（GRU）实质上是对LSTM神经网

络门控机制的改进，其主要创新之处在于将遗忘门

与输入门融合为更新门。该神经网络不仅能够解决

RNN 在权重反向传递过程中面临的梯度消失和梯

度爆炸问题，还减少了门控选择数量［16］。与传统的

LSTM神经网络相比，优化后的GRU具有更快的收

敛速度和更高的求解精度，已经成为人工智能领域

中备受关注的前沿技术。其 GRU 网络运行机理可

以由下述的数学表达式描述。

ì

í

î

ï
ïï
ï
ï
ï

ï

ï
ïï
ï

ï

r ( t ) = σ [ ]W r x ( t ) + U rh ( t - 1)

z ( t ) = σ [ ]Wz x ( t ) + Uzh ( t - 1)

b ( t ) = tanh{ }Wb x ( t ) + Ub[ ]r ( t )∗h ( t - 1)

h ( t ) = [ ]1 - z ( t ) ∗h ( t - 1) + z ( t )∗b ( t )

（5）

式中：r ( t ) 和 z ( t ) 分别为重置门和更新门在 t时刻

的输出信号；W r 为重置门权重向量；Wz 为更新门

权重向量；x ( t ) 为在 t时刻的输入特征序列数据；

h ( t )为在 t时刻的输出特征序列数据；b ( t )为在 t时
刻隐含层的全局激活状态；Wb 为输入层到隐含层

的向量；Wy 为隐含层到输出层的向量；U r 为隐含

层到重置门的权向量；Uz为隐含层到更新门的权向

量；Ub 为隐含层的状态向量；σ为 sigmoid 函数，

它可以将数据限制在 0~1 之间；tanh 为激活函数，

它可以将数据限制在-1~1之间。其 GRU 网络如图

1所示。

表1　各环境因素的相关系数与主成分占比

Tab. 1　Determination and correlation coefficients of major 
environmental factors

环境因素

风速

建筑高度

风向位置

装机容量

天气条件

相关系数

0. 87
0. 71
0. 65
0. 38
0. 37

主成分占比/%

47. 39
32. 12
27. 58
15. 26
11. 27

特征选择

√
√
×

√
×
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在图 1的结构中，箭头指向的位置表示了数据

流动的方向。GRU网络的符号主要包括：x ( t )为在

t时刻的输入特征序列数据；h ( t )为在 t时刻的输出

特征序列数据；b ( t ) 为在 t时刻隐含层的全局激活

状态；1-表示1-z ( t )计算输出结果。

为了深入挖掘前、后向信息的传递规律，相关

学者提出了双向门控循环单元（bidirectional gated 
recurrent unit，BiGRU）网络［17］。它的工作原理是通

过门控机制来解决 RNN 在处理长序列时易出现的

梯度消失和梯度爆炸问题。其 BiGRU 网络模型运

行机理可以由下述的数学表达式描述：

ì

í

î

ï
ïï
ï

ï
ïï
ï

hq ( t ) = TG( )x ( t )，hq ( t - 1)                

hh ( t ) = TG( )x ( t )，hh ( t - 1)                

h ( t ) = f ( )Wqhq ( t ) + Whhh ( t ) + bo

（6）

式中：TG 为 GRU 网络的输出；hq ( t ) 和 hh ( t ) 分别

为在 t时刻传递的前向隐藏层状态和后向隐藏层状

态；Wq 和Wh 分别为前向隐藏层权重向量和后向隐

藏层权重向量；bo 为隐藏层的偏置向量矩阵。其

BiGRU网络如图2所示。

在图 2的结构中，其BiGRU网络主要由 4个部

分构成：前向输入层、前向隐藏层、后向隐藏层和

后向输出层。在将预处理后的序列输入到前向和后

向隐藏层后，通过隐藏层之间的信息交互，能够准

确地传递前向和后向的状态权重。

2. 2　含Attention机制的BiGRU网络

风电功率作为多特征环境时间序列，在短期预

测中面临着信息丢失、噪音干扰和预测精度不高等

诸多挑战，这些问题的根本原因在于风电功率自身

的动态特性和外部环境的不确定性［18-20］。为了有效

解决这些困难，在网络中引入Attention机制，该机

制通过模拟人脑在信息处理中的选择功能，为每个

输入的环境特征分配不同权重，突出与预测任务高

度相关的重要特征，从而提取出关键信息，滤除无

用的干扰。通过这种分配策略，模型可以增强专注

挖掘多维环境特征序列的潜在信息，从而提升模型

预测精度和重要特征识别能力。其Attention机制的

结构如图3所示。

在图 3 的结构中，k ( t ) 为在 t时刻处理输入特

征序列得到的隐含层状态；α ( t )为在 t时刻注意力

层所产生的输出特征状态序列到隐藏层序列之间的

概率分布权值，其概率计算的公式为：

ì

í

î

ï
ïï
ï

ï
ïï
ï
ï
ï

α ( t ) =
exp[ ]e ( t )

∑
j = 1

t

e ( j )

e ( t ) = tanh [ ]weh ( t ) + be

（7）

式中：e ( t )为 BiGRU 网络在 t时刻所决定的隐藏层

状态全概率分布值；we 为权重系数的向量；be 为偏

置系数的向量。

通过在 BiGRU 网络中引进 Attention 机制，可

图1　GRU网络结构

Fig. 1　GRU neural network structure

图2　BiGRU神经网络结构

Fig. 2　BiGRU neural network structure

图3　Attention机制结构

Fig. 3　Structure of the Attention mechanism
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以明显提升其对关键特征的感知能力，这种改进体

现在对特征序列重要信息的加权处理上，它通过动

态地为不同位置的特征分配权重，使得模型可以更

加专注于主体内容。在强化特征的过程中，注意层

接收的输入特征序列是网络激活层处理后产生的输

出向量，这些向量包含了经过 BiGRU 网络编码后

的多维时序特征，使得模型能够抑制不重要的空间

模态特征信息。其注意力层的计算公式为：

y ( t ) = ∑
j = 1

t

α ( j )∗k ( j ) （8）
式中：y ( t )为 BiGRU 网络在 t时刻的隐藏层状态到

新隐藏层状态的输出结果；k ( j )为在 j时刻处理输

入特征序列得到的隐含层状态；α ( j )为在 j时刻注

意力层所产生的输出特征状态序列到隐藏层序列之

间的概率分布权值该结果是通过将各层注意力状态

的对应权重系数与输入到各隐藏层的状态分布进行

加权累加后得出，它整合了所有注意隐藏层权重内

的状态信息。

3　基于 IGWO算法的风电功率预测模型

3. 1　灰狼算法及其改进

传统的灰狼优化（grey wolf optimizer，GWO）
算法是由澳大利亚学者 Seyedali等人提出的智能启

发式算法［21］。该算法的灵感来自于自然界中狼群的

社会层级结构和狩猎行为，它通过不同层级灰狼对

捕食猎物位置的搜索，能够迅速更新猎物的移动位

置。它同时具备模型结构简单、参数调整少和易于

编程的优点。因此在处理复杂的非线性整数规划问

题时，能够表现出良好的全局收敛性和运行稳

定性［22］。
传统的 GWO 算法模拟社会结构，将灰狼分为

4个不同的角色层级。处于最高层级的灰狼群被标

记为 α，它们承担起领导的职责，负责制定整个狼

群的狩猎策略；次一级的灰狼群被标记为 β，它们

的任务是协助 α狼进行群体决策，并在 α狼无法履

行职务时接替其领导地位；第三层级的灰狼群被标

记为 δ，它们主要负责执行 α狼和 β狼下达的命令，

参与实际的狩猎活动；最后，位于层级最低的灰狼

群被标记为ω，它们的职责是传递狼群内部的位置

信息，确保狩猎过程中的协调与互助。其灰狼包围

猎物的数学公式为：

ì
í
î

D = ||CXP (n ) - X (n )
X (n + 1) = XP (n ) - AD

（9）
式中：n为当前迭代数量；D为灰狼与猎物之间的

距离；XP 为包围猎物所在的位置；X为灰狼当前所

在的位置；C为随机距离的系数；A为递减步长的

系数。其系数展开的表达式为：

ì

í

î

ïïïï

ïïïï

C = 2r1
A = a ( )2r2 - 1
a = 2 - 2n nmax

（10）

式中：a为计算收敛因子，它随着迭代次数从 2 线

性减少到 0；r1、r2 均为［0，1］范围内随机数；nmax

为最大的迭代数量。

在灰狼围捕猎物的过程中，尽管猎物所在的位

置未知，但灰狼具备识别猎物方向的能力，能够进

行连续的追踪。假设标记为α、β、δ的狼群非常熟

悉猎物的习性，可以根据每次搜索的结果，将获得

的前３个最优解进行狼群位置的定向赋值，以引导

其他灰狼朝着猎物的方向进行移动。其各层最优灰

狼与其他灰狼的位置距离公式为：

ì

í

î

ï
ïï
ï

ï
ïï
ï

Dα = ||C1Xα (n ) - X (n )

Dβ = ||C2Xβ (n ) - X (n )

Dδ = ||C3Xδ (n ) - X (n )

（11）

式中：Xα、Xβ、Xδ分别为α狼、β狼、δ狼当前所在

的位置；C1、C2、C3 均为随机生成的距离系数；

Dα、Dβ、Dδ分别为 α狼、β狼、δ狼当前所在位置

与ω狼位置之间的距离。

在狼群迭代过程中，标记为 α、β、δ的灰狼会

随着收敛因子的变化逐渐靠近猎物的位置。通过不

断调整这些灰狼的移动方向，狼群可以找到最终猎

物的位置。其各层灰狼的位置与标记为ω狼之间的

空间距离引导位置公式为：

ì

í

î

ïïïï

ïïïï

X1 = Xα (n ) - A1Dα

X2 = Xβ (n ) - A2Dβ

X3 = Xδ (n ) - A3Dδ

（12）

式中：X1、X2、X3 分别为 α、β、δ狼对ω狼的引导

方向位置距离；A1、A2、A3 均为随机生成的距离步

长系数。通过取各灰狼引导距离的平均值即得狼群

的移动方向位置，其计算公式为：

X (n + 1) = X1 + X2 + X33 （13）
式中X (n + 1) 为在第 n + 1 次迭代时灰狼群体的移

103



南方电网技术 第 20 卷

动位置，当第 n次和第 n + 1 次计算的移动位置变

化不明显时，将停止计算，这意味着灰狼已经找到

了猎物的最终位置，也就是全局最优解。

在传统的 GWO 算法中，通常采用随机初始化

参数的方式生成狼群出现位置，这可能会导致狼群

的分布不均，增加陷入局部最优解的风险。为了解

决这个问题，可以利用混沌映射策略对灰狼分布的

位置进行空间初始化，这样能够有效地减少随机生

成策略带来的寻优不利影响，同时需要对 Logistic
映射［23］、Tent映射［24］和Circle映射［25］等变换策略进

行择优选择。在高维空间的比较下，Circle 映射表

现出其在解集空间内持续保持种群分布多样性的能

力，从而避免陷入局部最优解。因此，本文选择不

存在混叠现象的 Circle映射作为初始生成灰狼分布

位置的映射策略，其映射公式为：

C (n + 1) = mod
ì

í

î

ïïïï

ïïïï

ü

ý

þ

ïïïï

ïïïï

C (n ) + 1
2 - ( )1

10π
sin [ ]2π C (n ) ，1

（14）

式中：mod 为取余函数；C (n ) 和C (n + 1) 分别为

第 n次和第 n + 1 次的高维混沌映射值；初始的混

沌映射值C (0 )为［0，1］范围内的随机数。

同时，为了防止优化算法早熟收敛，可以增加

动态变异概率机制。该机制使变异概率K随着迭代

过程逐步调整，在运行的初始阶段，较高的变异概

率允许灰狼种群在解空间中进行探索，增加了解的

全局搜索能力［26］。随着迭代次数的增加，变异概率

会逐渐降低，使算法更加专注于局部搜索，从而提

高运行收敛精度。其变异概率公式为：

K (n ) = Kmax - (Kmax - Kmin ) n nmax （15）
式中：K (n )为狼群迭代过程中第 n次迭代的变异概

率；Kmax 为变异概率的初始最大值，通常选取在

0. 1~0. 5 之间；Kmin 为变异概率的最低值，通常取

值在0. 001~0. 1之间。

3. 2　IGWO算法优化BiGRU-Attention网络

本文提出的调参OBiGRU-Attention网络模型结

合 IGWO 算法与含 Attention 机制的 BiGRU 神经网

络，能够有效避免因人为经验选择超参数而导致的

系统误差。经大量研究表明，虽然 BiGRU 模型在

处理非线性多维时间序列时展现出较高的预测精

度，但其性能仍会受到正则化系数、学习率和隐藏

层神经元数量等超参数的影响。因此，本文通过利

用 IGWO 算法对含 Attention 机制的 BiGRU 网络的

超参数进行全局搜索，从而降低人工设定超参数导

致的偏差。OBiGRU-Attention网络模型［27］的最优调

参步骤如下，技术路线如图4所示。

1）初始化种群参数：采用 Circle映射策略确定

初始狼群的分布位置，并设定种群的大小、最大迭

代的次数和其他运行变量。

2）计算个体灰狼的适应度：将获得的均方根误

差作为传播的前向优化目标，当适应度函数越接近

零时，说明运行变量越接近可设定值。

3）更新不同灰狼的位置：重新计算狼群位置的

分布信息，并在此基础上排序灰狼的位置，从而确

定种群中最优灰狼的方向位置。

4）重复执行步骤 2）和 3），直至达到预期设定

的最大迭代次数或全局收敛精度。

5）预测与评估：通过比较最终输出结果与实际

参考值的均方根误差，以此来评估组合优化模型的

收敛速度和鲁棒预测性能。

3. 3　构建EEMD-OBiGRU-Attention模型

本文在构建的调参OBiGRU-Attention网络模型

基础上结合了EEMD算法，其目的是通过多模态的

特征处理以提升高维时空序列的预测精度。首先使

用EEMD算法对原始环境特征序列进行多层模态的

分解，用以获取各层特征子序列的模态分量和残差

项；然后以最小均方根误差作为组合模型的优化目

图4　智能算法优化超参数技术路线

Fig. 4　Intelligent algorithm optimization hyperparameter 
technology roadmap
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标，并利用 IGWO 算法对 BiGRU-Attention 网络的

正则化系数、学习率和隐藏层神经元数量进行全局

搜索，进而寻找初始超参数的最优设定值；最后将

输入层、隐含层和输出层的节点数分别根据经验设

置为 7、10、1，并将分解获得的各层多模态序列输

入到经过调参后的模型分别进行训练，在各层预测

出特征模态子序列分量后，集合这些分量组合成结

果输出。其组合模型的框架如图5所示。

4　算例分析

本文以广东省某装机容量为 49. 5 MW 的风电

场作为研究对象，选取 75. 3 m 高度处的风速作为

控制变量，构建基于 EEMD-OBiGRU-Attention 的

短期风电功率预测模型。由于风电机组的发电功率

具有明显的随机波动性，因此采用单步计量方式进

行传感器历史特征数据的采集，如图 6所示。采样

时间从 2023 年 9 月 1 日至 2023 年 12 月 10 日，平均

每天采集 96 个计量点，确保每 15 min 后台就能记

录一次。其中前 8 000 个样本点作为训练集，中间

1 904 个样本点作为验证集以避免训练导致的过拟

合，后 96个样本点用于测试集。表 2列出了数据集

的宏观统计信息，用于评估后续风速环境特征序列

数据对风电机组发电功率的影响。

4. 1　风速特征序列模态分解结果

风电功率特征数据的质量对组合模型的短期预

测精度至关重要。因此，在采集主要环境特征序列

的过程中，必须对异常数据进行清洗。本文选择风

速作为主要环境特征序列数据，在完成序列数据的

清洗后，利用配置 0. 2级高斯白噪声的EEMD算法

对采集的风速序列数据进行模态分解，以增强数据

特征分辨的自适应能力。在仿真试验过程中，通过

将风速序列数据分解为 7层模态特征向量，从而为

建立 EEMD-OBiGRU-Attention 组合模型提供了特

征模态序列的训练数据集。其经过EEMD算法得到

的各层特征模态分量如图7所示。

4. 2　模型的超参数优化结果

本文利用 IGWO 算法对 BiGRU-Attention 组合

模型的超参数进行优化，优化变量包括：组合模型

的正则化系数、学习率和隐藏层神经元数量。在模

型初始超参数的全局优化过程中，试验将种群规模

设定为 100 组，控制变量为 3 个。其中，正则化系

数的范围设置在 10-6~10-2之间；学习率的范围设置

在 0. 001~0. 01 之间；隐藏层神经元的数量范围设

置在 10~100 之间。经过多组优化参数模型的试验

对比结果表明，当初始超参数设定为：正则化系数

为 10-6、学习率为 0. 004 和隐藏层神经元数量为 71

图5　构建的EEMD-OBiGRU-Attention模型框架

Fig. 5　Framework of composite model based on EEMD⁃OBiGRU

⁃Attention

表2　历史数据集的统计信息

Tab. 2　Statistical information of historical datasets

数据集

海拔高度/m

装机容量/MW

风速大小/（m·s-1）
风电功率/MW

最大值

无

无

9. 152
9. 504

最小值

无

无

24. 116
26. 674

平均值

75. 3
49. 5

16. 63
18. 08

图6　风电场1数据采集情况

Fig. 6　Data collection situation of wind farm 1
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时，本文组合模型的均方根误差将会达到极小值。

其各智能算法优化 BiGRU-Attention 网络模型的适

应度曲线如图8所示。

如图 8所示，BiGRU-Attention网络模型在经过

28次全局迭代后，成功找到了最优解。为了更加客

观地评估 IGWO 算法的性能，将其与 PSO 算法和

GWO算法在优化BiGRU-Attention模型方面的结果

进行对比。由表 3的指标显示，IGWO 算法在模型

初始超参数优化迭代过程中，相较于其他智能优化

算法，展现出更小的均方根误差。

4. 3　模型预测结果分析

为了验证本文所提出模型的优越性，采用多组

模型与 EEMD-OBiGRU-Attention 组合模型进行短

期风电功率输出结果的预测对比。在模型的仿真试

验对比中，所有模型步长均设定为 24 h，总共预测

96个数据点。为确保试验环境的标定性，各运行的

最大训练次数均设定为 1 000 次。其各组合模型的

风电功率短期预测曲线如图9所示。

由图 9可以看出，本文所提出的组合模型在风

电功率短期预测方面更加接近实际发电曲线，这表

明 EEMD-OBiGRU-Attention 组合模型在捕捉风电

功率的动态特性变化上有着出色表现。为了能够更

好地验证其组合模型的预测性能，同时进行各组合

模型误差检验分析。其计算误差结果见表4。
由表 4的数据可知，采用先进模态架构和智能

技术可以显著提高模型的预测性能。传统 BP 神经

图7　EEMD各层模态分解结果

Fig. 7　Modal decomposition results at each EEMD layer

图8　超参数适应度曲线变化

Fig. 8　Change in hyperparameter fitness curve

表3　智能算法优化指标对比

Tab. 3　Comparison of optimization indicators of intelligent 
algorithm

智能算法

PSO

GWO

IGWO

迭代收敛/次

173
101
28

均方根误差/MW

0. 291
0. 237
0. 233

消耗时间/min

31. 97
77. 36
92. 31

图9　风电功率预测结果对比

Fig. 9　Comparison of prediction results of wind power

表4　不同模型预测结果比较

Tab. 4　Prediction results comparison of different models

组合预测模型

BiGRU-Attention

EMD-BiGRU-

Attention

EEMD-BiGRU-

Attention

EEMD-OBiGRU-

Attention

均方根误差
（RMSE）/MW

2. 981
1. 287

0. 614

0. 341

平均绝对误差
（MAE）/MW

2. 328
1. 194

0. 974

0. 771

消耗时间/min

47. 76
72. 77

76. 98

92. 31
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网络虽然在计算速度上具有明显优势，但在预测精

度方面却不如 RNN 和 LSTM 等改进后的神经网络

模型，而 BiGRU 则在此基础上进一步优化其对时

间序列数据的挖掘能力。当结合 EMD、EEMD 等

模态数据预处理技术时，组合模型的预测精度得到

指数提升，特别是融合 IGWO算法和Attention机制

的组合模型，在多个误差指标上均达到了最优的运

行效果，证明了其在复杂多维时间序列短期预测任

务中的卓越性能。这一研究结果表明，通过模态技

术的集成与智能算法优化，组合模型的准确性和适

用性得到了大幅提升，这对于未来能源系统的能量

管理和智能调度具有重要的现实意义。

5　结论

针对日前风电功率预测精度不高的问题，本文

提出了基于 EEMD 和 BiGRU-Attention 的短期风电

功率预测方法。该模型综合运用了特征工程、智能

优化算法和深度学习模型，不仅有效地捕捉了风电

功率特征数据的动态运行规律，还明显提升了组合

模型短期预测的鲁棒性和准确性，为综合能源系统

电源侧的经济调度提供了智能决策控制策略。主要

研究工作内容包括以下几方面。

1）使用EEMD算法对历史风速环境特征序列进

行多层模态分解，通过对复杂模态特征序列数据的

预处理，获得了各层本征模态的特征向量。

2）利用混沌映射策略和动态变异概率机制对传

统 GWO 算法中狼群随机分布参数和步长迭代更新

模式进行改进，增强了传统智能优化算法的全局搜

索特性，得到收敛性更强的 IGWO算法。

3）在 BiGRU 网络中引进 Attention 机制，并利

用 IGWO 算法对调整权重后的 BiGRU-Attention 网

络初始超参数进行全局搜索，避免了因为经验选择

超参数而导致的时序人为预测误差。
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